POS GRADUAGAO UNIVERSIDADE POSITIVO
CAMYLA CRISTIANE BALTAZAR WOJCIK

UMA PROPOSTA DE ARQUITETURA DE DADOS DE QUALIFICAGAO DE
AUDIENCIA MODELADOS NO HIVE COM BUCKETS E PARTITIONS

CURITIBA
2018



SUMARIO

1. INTRODUCAO

2. O

QUE E BIG DATA?

3. HADOOP

3.1.
3.2.

MAPREDUCE
HDFS

4. HIVE

41.
4.2.

HIVEQL
ARQUITETURA

5. VANTAGENS E LIMITACOES HIVE
6. TRANSAGOES ACID

6.1.

ACID NO HIVE

7. ORCFILE

7.1.

FORMA DE ARMAZENAMENTO

8. HIVE VS BANCOS RELACIONAIS
9. CENARIO ATUAL

9.1.
10.
11.

PROBLEMAS
PROPOSTA
CONCLUSAO

oo O b W W

10
12
13
14
14
15
16
17
19
21
26



1. INTRODUGAO

Com as grandes mudangas que vém ocorrendo no mundo do entretenimento,
tanto relacionadas ao tipo de midia quanto a forma de consumo, se torna cada vez
mais importante que as emissoras de TV aberta conhegam melhor seus
telespectadores para serem mais assertivas no conteudo exibido e,
consequentemente, fidelizar e atrair novos telespectadores e anunciantes. Para isto,
a maioria das emissoras utiliza dados de audiéncia para definir sua estratégia de
producao de conteudos jornalisticos e de entretenimento, assim como para aferir o
seu potencial comercial na divulgacdo de conteudo publicitario de anunciantes.
Sendo assim, a afericdo e analise dos dados de audiéncia € um processo
fundamental e tipico de qualquer emissora de televisao.

Logo, como trata-se de um grande volume de dados, as tecnologias de Bl
(Business Intelligence)’ e Big Data? sdo necessdrias para o desenvolvimento de
sistemas eficazes e eficientes. Porém, a utilizagdo destas tecnologias encontra
diversos obstaculos como implementagédo, performance, custo de ferramentas,
licengas e mao de obra.

Devido a isto, através de estudos e comparacdes, este trabalho apresenta
uma proposta de arquitetura utilizando tecnologias open source®, como o
armazenamento no HDFS e a modelagem no Hive, aplicando ainda, as funcgdes

bucket e partition para ganho de performance.

2. O QUE E BIG DATA?

Big Data € o termo que descreve o imenso volume de dados, estruturados ou
ndo. Seu conceito pode ser definido como ferramentas e praticas que gerenciam e
analisam grandes volumes de dados de diferentes fontes, em velocidade
consideravel, buscando agregar as organizagdes, valor de negdcios e maior
confiabilidade em relacdo as decisbes a serem tomadas (DOS SANTOS e
FERREIRA). Dados estruturados s&o organizados em linhas e colunas,
normalmente sdo encontrados em banco de dados relacionais e sédo eficientes

quanto a recuperacgao e processamento. Ja os dados nao estruturados ndo podem

1 Business Intelligence: Inteligéncia de Negdcio
2 Big Data: termo usado para se referir a grandes volumes de dados
3 Open Source: codigo aberto



ser organizados em linhas e colunas, ndo possuem tipo definido, sdo de dificil

acesso e requerem pré-processamento para que informagdes possam ser obtidas, o

qgue torna seu uso um desafio principalmente em aplicativos empresariais.

Big Data também foi definido pelos 5 V’s:

Volume: A quantidade de dados. Big Data requer processamento de grandes

volumes de dados de baixa densidade e nao estruturados, como feeds de
dados de redes sociais, fluxo de cliques em um site, trafego de rede,
equipamentos ativados por sensor, entre outros. E através do uso de

tecnologias big data que estes dados sado convertidos em informacoes.
Velocidade: Se refere a velocidade com que os dados séo criados. Sao

mensagens de redes sociais, transagdes de cartdo de crédito ou os
milissegundos para calcular o valor de compra e venda de agdes. O Big Data
serve para analisar os dados no instante em sio criados, sem ter de

armazena-los em bancos de dados.
Variedade: Novos tipos de dados nao-estruturados. Mensagens, textos, fotos

e videos que requerem processamento adicional para derivar significado e

possibilitar que sejam administrados juntamente com dados tradicionais.
Veracidade: Para que resultados relevantes sejam gerados, € imprescindivel
que a informacgao seja verdadeira;

Valor: de nada adianta uma quantidade massiva de dados se nao puder ser

gerado valor.

HADOOP

O Apache Hadoop é um framework open source desenvolvido em Java e

baseado no modelo de programagdo MapReduce para processamento e

armazenamento de dados massivos de forma distribuida, utilizando -clusters
(AVOYAN, 2014).

Entre as principais caracteristicas do Hadoop, estao:
® Escalavel: permite armazenar, gerenciar, processar e analisar dados

em escala petabyte;



® Confiabilidade: mantém varias copias dos dados e automaticamente
remaneja as tarefas caso ocorram falhas;

® Flexibilidade: permite armazenar dados de qualquer formato, sejam
estruturados, semi estruturados ou néo estruturados.

@ Baixo custo: é open source e executado em hardware commodity;

3.1. MAPREDUCE

MapReduce é um paradigma de programacao proposto pelo Google para
permitir processamento paralelo distribuido de grandes conjuntos de dados,
distribuindo o processamento em muitas maquinas para que ocorra em um tempo
aceitavel (MACHADO). Este modelo consiste na construgdo de um programa
formado por duas operagbes: map* e reduce®. A operagdo map recebe blocos de
arquivos armazenados como entrada, e produz tuplas (chave, valor), como saida. A
operagao reduce utiliza a saida do map como entrada e combina as tuplas em
conjuntos menores.

Um exemplo classico de processo MapReduce é o Word Count®. Conforme é
possivel ver na Figura 1, a primeira etapa do processo é o Split’, onde os dados s&do
divididos em partes e o processamento € dividido nas maquinas do cluster
computacional. Em seguida, é chamada a fungdo mapping®, onde o contetdo é
separado em tuplas, cada palavra (chave) recebe o numero um (valor). A saida é
enviada para etapa de reducing®, onde todos os valores de uma determinada chave
devem ser agrupados, gerando a saida final do processo, onde as chaves foram

agrupadas e o valor contabilizado.

4 map: mapear

5 Reduce: reduzir

6 Word Count: contador de palavras
7 Split: dividir, fatiar

8 Mapping: mapeamento

9 Reducing: reduzindo



Input Splitting Mapping Shuffling Reducing Final result

Bear, 1 Bear, 2

Deer, 1 | Bear, 1
River, 1
Car, 1

Car, 1 Bear, 2

Deer Bear River Car, 1 Car, 1 Car, 3

Car Car River Car, 1 Deer, 2

Deer Car Bear River, 1 River, 2
Deer, 1

Deer, 1
Deer Car Bear Car, 1
Bear, 1 River, 1
River, 1

Figura 1 - Word Count
<http://datascienceguide.github.io/map-reduce>

3.2. HDFS

O HDFS (Hadoop Distributed File System) é um sistema de arquivos
distribuidos altamente tolerante a falhas projetado para o armazenamento de
arquivos muito grandes, com padrdo de acesso aos dados streaming, utilizando
clusters de servidores de médio e baixo custo facilmente encontrados no mercado.
Seus comandos seguem o POSIX (Portable Operating Interface), familia de normas
definidas pelo IEEE, Instituto de Engenheiros Eletricistas e Eletroeletrdnicos, para a
manutengdo de compatibilidade entre sistemas operacionais (ANDRADE, p.11).

Baseado no paradigma WORM (Write Once Ready Many Times™), onde um
imenso volume de dados é gravado uma vez e a leitura é realizada quantas vezes
forem necessarias, ao contrario dos banco de dados relacionais, onde os dados
estdo envolvidos em frequentes operacbes de leitura e escrita. Os arquivos
recebidos sdo quebrados em blocos pelo Hadoop e armazenados de forma
redundante em todo cluster, onde sao distribuidos entre os nodes disponiveis. Apos
armazenados, os dados sao automaticamente replicados, aumentando a
confiabilidade e disponibilidade. O uso do HDFS ndo é recomendado para
aplicagcbdes que precisem de acesso rapido a um determinado registro ou para
arquivos muito pequenos, devido ao overhead'’, e sim para aplicagdes em que é
necessario ler uma grande quantidade de dados.

Existem dois tipos de n6és no HDFS, NameNode e DataNome.

10 Write Once Read Many times: Escreva uma vez e leia varias
11 Overhead: sobrecarga



3.2.1. NAMENODE

E o processo master. Todas as operacdes de manipulacdo de arquivos e
pastas sao tratadas por ele. Isto porque é ele quem armazena informagdes da
distribuicdo de arquivos e metadados, bem como os diretérios existentes e suas
permissdes de acesso.

O NameNode também é o responsavel pela divisdo dos arquivos em blocos
de tamanho predefinido e definicdo para quais DataNodes cada um desses
segmentos sera enviado. Além disso, é a configuragdo do NameNode que define a
quantidade de réplicas de cada bloco para mitigar possiveis falhas de nds,
apontando quais nds receberao cada uma das réplicas.

E importante ressaltar que o NameNode ndo manipula os dados persistidos,
apenas coordena as operacdes realizadas.

Para garantir a disponibilidade é possivel ter um segundo Name Node,
chamado de Secondary NameNode, que em caso de falha do primeiro, pode

assumir o controle muito rapidamente.

3.2.2. DATANODES

E onde os dados s&o armazenados. Possui certa autonomia na manutencéo
dos dados e interagdo com clientes em processos de leitura e escrita.

Conforme ilustrado na Figura 2, em uma operagao de leitura o DataNode é o
responsavel por recuperar e transferir os blocos. Assim que o NameNode identifica
quais nos possuem blocos do arquivo solicitado, a informacdo € mandada para o
cliente, e a comunicacdo passa a ser direta com os DatasNodes responsaveis por

cada bloco.
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Figura 2. Fases da operacgéao de leitura de arquivos do HDFS por aplicacao cliente.
<http://www.univale.com.br/unisite/mundo-j/artigos/54 HDFS.pdf>

Ja em operagbes de escrita, conforme a Figura 3, assim que o NameNode
define em quantos blocos um arquivo sera quebrado e quais DataNodes o
armazenarao, as informacgdes sao enviadas para o cliente que se conectara com o
primeiro DataNode e passara a transferir os dados do arquivo para escrita. A medida
que o primeiro DataNode comega a receber os dados, ele proprio se conecta ao
segundo DataNote e repassa os dados. O segundo ira se conectar ao proximo
DataNode e assim sucessivamente, formando uma corrente de DataNodes.
Conforme as operagbes de escrita vao terminando, mensagens de finalizagdo séo
enviadas pela corrente para que cheguem ao cliente, o qual se reportara ao

NameNode quando o bloco for finalmente escrito.
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Figura 3. Fases da operagao de escrita de um arquivo HDFS por uma aplicagéo
cliente.
<http://www.univale.com.br/unisite/mundo-j/artigos/54_HDFS.pdf>



http://www.univale.com.br/unisite/mundo-j/artigos/54_HDFS.pdf

3.2.3. BLOCOS

Conforme citado anteriormente, no HDFS os arquivos sao salvos em blocos
entre os DataNodes. O tamanho padrdo de um bloco no Hadoop é de 64 Mb, mas
para cenarios de arquivos muito grandes pode ser util aumentar para 128Mb para
reduzir os custos em buscas. Diferentemente de outros sistemas de arquivos, um
arquivo criado no Hadoop com tamanho inferior a um bloco n&o ocupara a
capacidade total especificada para o bloco (CHEVREUIL; ALMEIDA; LIMA).

Um bloco € representado por dois arquivos armazenados no sistema local
onde o DataNode esta rodando. O primeiro contém o dado propriamente dito e o

segundo contém informagdes sobre o bloco.

4. HIVE

Construida inicialmente pelo Facebook e mais tarde incorporada pela Apache
Software Foundation, o Hive é uma aplicacdo de Data Warehouse'® open source
executada em ambiente Hadoop que nasceu da necessidade de aprender mais
sobre o comportamento dos usuarios da rede social a partir dos enormes volumes
de dados gerados a cada dia (KUMAR, 2016).

A escolha do ambiente Hadoop foi incentivada pelo baixo custo,
escalabilidade e nao dependéncia de custos de licengca e manutengdo anual,
comuns em bancos de dados disponiveis no mercado. Outros pontos importantes
levados em consideragao foram o baixo desempenho para realizar operagdes de full
scan™ em grandes volumes de dados e o aproveitamento das habilidades no uso de
SQL™ dos analistas do Facebook.

O Hive nao foi projetado para consultas real time’ com baixa laténcia, e sim
para melhor performance analisando grandes quantidades de dados que se
encontrem em clusters’, tipo de consulta comumente encontrada em painéis

analiticos de aplicagbes Bl (Business Intelligence’). Visto que tem como principal

12 Data Warehouse: armazém de dados

13 Full scan: varredura completa

14 SQL: Linguagem de Consulta Estruturada

15 Real Time: Tempo Real

16 Clusters: grupos

17 Business Intelligence: Inteligéncia de Negocio



finalidade a andlise de dados, € capaz de integrar diversas ferramentas de Bl

disponiveis no mercado.

Entre suas principais caracteristicas, estdo (KUMAR,2016):
® Armazena o esquema em um banco de dados e processa dados no
HDFS;
@ Facilidade de leitura, escrita e gerenciamento de grandes volumes de
dados que residam no Hadoop;

® Fornece linguagem tipo SQL para consulta, chamada HiveQL ou HQL;

® Permite a projecdo de estrutura e processamento de dados
desestruturados;

® Projetado para OLAP;

@ E familiar, rapido, escalavel e extensivel;

41. HIVEQL

O Hive utiliza uma linguagem chamada HiveQL (Hive Query Language), muito
semelhante ao SQL, que transforma as sentencas em Jobs MapReduce executados
no cluster Hadoop.

Comandos como select , create e drop table, entre outros, existem com
algumas diferencas. Por exemplo, para carregar uma tabela pode ser utilizado o
comando LOAD DATA, que obtém a entrada de dados e carrega no warehouse do
Hive. Podem ainda ser utilizados agregadores como MAX, SUM e COUNT que
necessitam da clausula GROUP BY, como no SQL.

Para acesso aos dados pode ser utilizada a prépria interface de comandos,
drivers JDBC, drivers ODBC, entre outros.

4.2. ARQUITETURA

O diagrama a seguir descreve a arquitetura do Hive.



USER HIVE COMMAND ;
INTERFACES m LINE HD Insight

Hive QL Process Engine

Execution Engine

MAP REDUCE

Figura 4 - Arquitetura Hive
<http://www.w3ii.com/hive/hive_introduction.html>

Step

Operation

Executa Consulta: A interface do Hive, como linha de comando ou Ul Web, envia
consulta ao Driver (qualquer driver de banco de dados, como JDBC, ODBC, etc.) para
executar.

2 Obtém o plano: O Driver, com ajuda do compilador, valida a sintaxe e o plano de
consulta ou requerimento de consulta.

3 Obtém metadados: O compilador envia os dados requisitados para a Meta Store
(Qualquer banco de dados).

4 Enviar metadados: Metastore envia metadados como uma resposta para o
compilador.

5 Envia Plano: O compilador verifica o requisito e reenvia o plano para o driver. Até
aqui, a analise e compilagcao da consulta esta concluida.

6 Executa o plano: O Driver envia o plano de execugdo para o mecanismo de execucao.

7 Executar Job: Internamente,o processo de execugao do job € um job MapReduce; O
mecanismo de execucao envia a tarefa para o JobTracker, que esta no name node e
atribui essa tarefa a TaskTracker, que esta no né de dados. Aqui, a consulta executa
0 job MapReduce.

71 Operacgbes de Metadados: Enquanto isso, na execugao, o0 mecanismo de execugao
pode executar operacdes de metadados com o MetaStore.

8 Resultado de Busca: O mecanismo de execucgao recebe os resultados dos ndés de
dados.

9 Enviar Resultados: O mecanismo de execucgdo envia os valores resultantes para o




Driver.

10

Enviar Resultados: O driver envia os resultados para a interface Hive

5.

VANTAGENS E LIMITAGOES HIVE

Vantagens (SHARMA):

Construido sob o HDFS, Hadoop Distributed System, € uma opg¢ao mais

econdmica por serum projeto open source e utilizar rede e maquinas

convencionais;

Facilmente escalavel, pois permite adicionar maquinas ao aglomerado sem
implicar em alteragao do codigo-fonte;

Consulta a grandes conjuntos de dados residentes em armazenamento
distribuido;

E um data warehouse distribuido;

Curva de aprendizado menor que outras tecnologias, como Pig ou
Mapreduce, devido a linguagem muito semelhante ao SQL, o HiveQL (HQL);
Suporta o uso de external tables, o que torna possivel processar dados que
nao estejam armazenados no HDFS;

Estrutura de tabelas semelhante as tabelas de uma base relacional,
Suporta multiplos usuarios consultando os dados simultaneamente;

Permite o uso de processos MapReduce personalizados para analises de
dados mais detalhadas;

A extracdo, transformacdo e carga dos dados pode ser feita de maneira
simples;

Prové uma estrutura com grande variedade de formatos de dados;

Permite o acesso a arquivos armazenados no HDFS ou em outros sistemas

de armazenamento semelhantes, como o Apache HBase;




Limitagdes:
® Na&o foi projetado para Online Transaction Processing (OLTP), apenas para o
uso em Online Analytical Processing (OLAP);

® Na&o possui controle de acesso;
® Suporte a overwriting, mas nao updates e deletes a nivel de linha;
® BEGIN, COMMIT e ROLLBACK néao sao suportados;

® Para transagcdes ACID (Atomicidade, Consisténcia Isolamento e

Durabilidade), apenas o formato de arquivo ORC (The Optimized Row

Columnar) é suportado;

@ Alta laténcia;
® Nao suporta materialized views;
® Nao suporta triggers;

@ Suporte a indices ainda é rudimentar;

6. TRANSAGOES ACID

Atualmente, a maioria dos sistemas de informagdo suportam varios usuarios
simultaneamente, o que faz com que o banco de dados precise garantir a
confiabilidade das transacdes, visto que muitas podem ocorrer concorrentemente.
Uma transagdo € uma sequéncia de operagdes executadas como uma unica
unidade légica de trabalho, e o conceito ACID refere-se as suas quatro propriedades
fundamentais em um sistema de banco de dados: Atomicidade, Consisténcia,
Isolamento e Durabilidade.

A atomicidade garante que uma transagao que envolva duas ou mais partes
de informacgdes discreta seja executada completamente ou ndo seja executada. A
consisténcia, tem por objetivo garantir que o banco de dados esteja sempre em um
estado valido dos dados, e que caso ocorram falhas, retorne todos os dados ao

estado anterior ao inicio da transacéao.



Ja a propriedade de Isolamento objetiva garantir que nenhuma transacao seja
interferida por outra até que seja completada. No entanto, existem transacdes que
podem ocorrer de maneira simultdnea sob os mesmo dados, como as consultas. E
por fim a durabilidade, que garante que a informagao gravada permanecga de forma
imutavel até que alguma outra transacgéo afete-a, ou seja, garantir que os dados néao

sejam corrompidos.

6.1. ACID NO HIVE

O Hive possui suporte aos conceitos ACID em nivel de linha a partir da
versao 0.13, de modo que uma aplicagdo possa adicionar linhas enquanto outras
leem da mesma particdo sem interferir entre si (GATES, 2017). Este tipo transacao

foi adicionado ao Hive para atender os seguintes casos de uso:
@ Streaming de Dados: muitos usuarios utilizam ferramentas como Apache

Flume, Apache Storm ou Apache Kafka para fazer streaming de dados para o
cluster Hadoop. Embora essas ferramentas possam escrever centenas ou
mais linhas por segundo, o Hive s6 pode adicionar novas partigbes em um
intervalo de 15 minutos a 1 hora e o aumento de frequéncia geraria outros
problemas. Com esta nova funcionalidade, esse caso de uso sera suportado,
permitindo que a operacgao de leitura tenha uma visao consistente dos dados,

evitando muitos arquivos ;

® Slow Changing Dimensions;

@ Atualizacdo dos Dados: passam a ser suportados via INSERT, UPDATE e
DELETE;

@ Atualizacdo em massa, utilizando a instrucdo SQL MERGE;
Limitagdes

® Begin, Commit e Rollback ndo sao suportados;
® Por enquanto, apenas arquivos no formato ORC s&o suportados;

@ Por padréo, as transagdes estdo desligadas;



@ Para utilizar este recurso, as tabelas devem ser criada utilizando o conceito
de bucket;

@ Leitura/Escrita em uma ACID table nao sao permitidas a partir de uma sessao
nao-ACID sem configurag&o prévia;

® Ainstrugdo LOAD DATA nao é suportada com tabelas transacionais;

7. ORC FILE

ORC ¢é um formato de arquivo auto-descritivo, colunar, projetado para as
cargas do Hadoop. E otimizado para a leitura de grandes volumes de dados
streaming, mas com suporte integrado para encontrar as linhas requeridas
rapidamente. O armazenamento de dados em formato colunar permite que a
operacao de leitura descomprima e processe apenas 0s valores necessarios para a
consulta atual (O’'MALLEY, 2015).

Também sao utilizados codificadores especificos para os diferentes tipos de
dados de cada coluna, melhorando a compressdao, como por exemplo, a do
comprimento variavel em numeros inteiros. Utilizando estes codificadores, o writer
consegue criar indices internos que, posteriormente, serdo utilizados para
determinar quais stripes de um arquivo precisam ser lidas para cada consulta
especifica, permitindo ignorar blocos completos que ndo correspondam a busca.

O formato ORC suporta todos os tipos de sets do Hive, incluindo os mais
complexos: Structs, lists, maps e unions , e conta com comandos para estatistica
basica, como min, max, sum e count. Por padrdo, blocos maiores que 256 MB sao
otimizados para grandes operacdes de leitura sequencial no HDFS, para maior taxa

de transferéncia e menos arquivos, reduzindo a carga no namenode.

7.1. FORMA DE ARMAZENAMENTO

Conforme a Figura 5, em tabelas de armazenamento orientado a linha, cada
coluna de uma linha é armazenada de maneira contigua no disco, ou seja, todas as
informagdes da entidade sdo mantidas juntas. Ja na outra abordagem, os dados das

colunas é que sdo armazenados de maneira sequencial.



IdFunc NomFunc valSalFunc CodArea

3102 Joaguim 4500 MET

12944 Carlos 4000 SUPPLY

19934 Fernanda 4100 COMPRA
“tradugdo”

ARMAZENAMENTO ORIENTADO A LINHA
3102, Joacuim 4500, MET; 12944, Carlos, 4000, SUPPLY, 19934, Fernanda, 4100, Compra

ARMAFENAMENTO ORIENTADO A COLUNA
3102,12944 19934 Toaguim, Carlos, Fernanda, 4300, 4000, 4100; MIET, 3UFPPLY, Compra

A

Figura 5 - Comparativo entre o armazenamento linha x coluna
<https://www.devmedia.com.br/sgbd-relacionais-orientados-a-coluna-uma-nova-roupagem-ao-data-
warehousing-parte-01/11349>

8. HIVE VS BANCOS RELACIONAIS

Tratam-se de duas ferramentas utilizadas para recuperacao de dados, porém,
cada uma delas de maneira muito diferente. Enquanto o Hive se destina a uma
conveniéncial/interface para consultar os dados armazenados no HDFS, os bancos
relacionais sao destinados a operagcdes on-line que requerem muitas leituras e
escritas.

Um bom exemplo dessa diferenca esta na formagéo do esquema de tabelas.
O hive utiliza o método de consulta conhecido como “schema on read”, que permite
ao usuario redefinir as tabelas para coincidir os dados sem “toca-los”. Possui ainda
adaptadores de serializacdo e deserializagdo para permitir que o usuario facga isso,
portanto, ndo se destina a tarefas on-line que exijam trafego pesado de leitura e
escrita.

Por outro lado, bancos relacionais utilizam o “schema on write”, o que
significa que os esquemas de tabela devem ser definidos antes da adicdo dos
dados, permitindo que sejam armazenados de forma ideal para leitura e escrita

rapidas.

Quando usar o Hive:
® Grandes conjuntos de dados para consultar (terabytes/petabytes): O Hive foi

projetado especificamente para andlise de grandes conjuntos de dados e



funciona bem para uma série de consultas complexas. E a maneira mais
acessivel de consultar e analisar rapidamente (relativo) conjuntos de dados

armazenados no Hadoop;
® Quando a extensibilidade é importante: Possui uma gama de APIs com

funcdo wusuario que podem ser usadas para criar comportamento

personalizado no mecanismo de consulta.
@ Dados relativamente estaticos: o hive é baseado na notacédo “Write once,

Read many”, ou seja, adequado para aplicagbes data warehouse, onde os

dados ndo mudam rapidamente e respostas rapidas nao sao requeridas;

® Escalabilidade: faciimente escalavel a um baixo custo;

Quando usar Banco Relacional:

® Se o desempenho for fundamental: se for preciso extrair dados de forma

frequente e rapida, como por exemplo, para suporte a um aplicativo que usa o
processamento analitico online (OLAP), bancos relacionais funcionam melhor,
pois o Hive nao foi projetado para ser uma plataforma transacional on-line e,

portanto, executa muito mais lentamente.
® Se o0s conjuntos de dados forem relativamente pequenos (gigabytes): Bancos

relacionais funcionam melhor com conjuntos de dados menores, podendo

ainda, ser otimizado de varias formas;

® Se é preciso atualizar e modificar um grande numero de registros com
frequéncia;

® Dados mutaveis: quando existe um grande volume de atualizagées ou
insercdes de dados;

® Propdésito generalizado: Bancos relacionais, em geral, sdo projetados tanto

para processamento transacional (OLTP), quando para analitico (OLAP),

porém sao mais recomendados e otimizados para transacoes OLTP;

9. CENARIO ATUAL



Diariamente, institutos externos disponibilizam dados de afericdo de audiéncia
minuto a minuto de todas as emissoras do estado, separadas por target, ou seja,
recortes da populagédo agrupadas conforme faixas etarias, géneros e classes sociais.
Este tipo de informacao é extremamente importante para 0 meio de comunicacéo,
principalmente para empresas de tv aberta, que atingem um grande volume de
pessoas. Através do estudo dessas bases, €& feito o acompanhamento do
andamento do negocio, defesa dos produtos junto aos clientes, definidas
estratégias de venda e grades de programacéo. E é devida a importancia dessas
informagdes e a urgéncia no acesso aos dados que surge a demanda por um
sistema de BI.

Um sistema de Business Intelligence (Bl) € uma importante ferramenta de
vantagem competitiva, que oferece apoio na tomada de decisdes através da
captagdo de dados e armazenamento em um banco de dados modelado
especificamente para cada negdcio. Entre os principais beneficios do Bl estdo a
identificacdo de tendéncias e mudanga, antecipacdo de problemas e cenarios
futuros, identificacdo de custos desnecessarios, descoberta de oportunidades de
negocio, reagdes rapidas as demandas do mercado, otimizacdo de processos de
negocio por meio da analise de indicadores, entre outros.

O sistema existente atualmente foi construido utilizando banco de dados
relacional e estruturado considerando os conceitos de modelagem multidimensional
propostos por Ralph Kimball, que nada mais é que uma forma de modelar os dados
onde as informagdes se relacionam formando um cubo que pode ser subdividido e
aprofundado em cada dimensao ou eixo, de modo a extrair mais detalhes. O modelo
de implementacao utilizado foi o star schema, também proposto por Ralph Kimball,
que é composto por uma tabela de fatos central rodeada por dimensbées (Figura 6),
ficando parecido com a forma de uma estrela, e que tem como vantagem ser mais

simples e rapido no acesso aos dados.
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Figura 6 - Modelagem Star Schema

<http://bi-insider.com/posts/dimensional-modeling-and-data-warehouses/>

O volume de dados movidos € de aproximadamente 3.650.400 (Trés milhdes
seiscentos e cinquenta mil e quatrocentos) registros por dia e 1.314.144.000 (Um
bilhdo trezentos e quatorze milhdes cento e quarenta e quatro mil) por ano.
Levando-se em consideragcdo um requisito de negocio de manter um histérico
minimo de 3 anos, o tamanho da base esta em 3.942.432.000 (Trés bilhdes
novecentos e quarenta e dois milhdes quatrocentos e trinta e dois mil) registros
histéricos que foram processados na carga inicial do projeto, volume que vem
apresentando os problemas que serao citados na se¢ao 9.1.

Todo o processo € composto por 3 etapas, conforme mostra a Figura 7. Na
primeira, um cédigo jython é responsavel pelo download e tratamento dos arquivos
que sao disponibilizados em um FTP pelo instituto que realiza as medicbes, apds
isto os dados séo levados para tabelas temporarias. Na segunda etapa, através do
uso de PL/SQL e da ferramenta de integragdo ODI (Oracle Data Integrator), os
dados passam por varias transformagdes e sdo levados para camada de stage. Ja
na ultima etapa, sédo feitos mais alguns tratamentos e o Data Warehouse é

finalmente carregado, ficando disponivel para acesso pelas ferramentas de relatorio.


http://bi-insider.com/posts/dimensional-modeling-and-data-warehouses/

F1P File System Banco de Dados 3 Camada de Stage ¥ Data Warehouse ¥ Ferramentas Relatorio >

Primeira etapa
Dad o |
ados movidos | de ETL-ODI :
A e pracessados

| via scriot Wthon i 1

|
I
|
I
|
I
I
; |
I : i
| b I
| 5 |

Arquivos | Tabe\'as < Tabelas de I | Tabelas Famse | Dashboards

Processados f . temporarias stage . Dimensdes |
| . \ . |
< : |
: H |
2 I
i
I
|
i
I
I
i
I
I

Arquivos
Didrios Faixa
Horéria

Carga Faixa Hotdria

* | Dadosinseridos
+  emtabelas
temporarias

. Segunda
..| EtapaETL-
PLsQL

Figura 7 - Etapas do processo atual

9.1. PROBLEMAS
Com a solugéo implementada atualmente, sdo enfrentados os seguintes

problemas:

9.1.1. ARMAZENAMENTO

A infraestrutura de servidores atual utiliza um ambiente n&o-distribuido, com
servidores e storage on-site e com a arquitetura atual a escalabilidade horizontal €
inviavel. A escalabilidade vertical ja vem sendo feita e esta atingindo patamares em
que esta ficando complexa e muito custosa. Com o crescente volume de dados, a

escalabilidade do ambiente sera um fator limitante em médio prazo.

9.1.2. CUSTO

Tecnologia proprietaria, equipe com conhecimento especifico, treinamentos

caros, entre outros.

9.1.3. PERFORMANCE

Os processos de carga e ETL possuem tempo de processamento muito
elevado. Ambos ja passaram por diversas otimizagdes para que se tornassem
minimamente viaveis, mas possuem manutencdo complexa e permanecem tendo
um tempo consideravel de execugao.

Além dos problemas de carga, também sao enfrentados problemas de

performance para geragao das analises.

9.2. DADOS



As informagdes aferidas s&o disponibilizadas através de arquivos

estruturados por cidade, emissora e targets, e possuem indicadores como:

9.21. SHARE
Corresponde a percentagem de audiéncia de um canal/programa relativo a

audiéncia total de televisdo para 0 mesmo periodo;

. Universo
Emissora
Rating# Share%
Emissora A 321.4 29.9
Emissora B 73.8 7.1
Emissora C 291.8 271
Emissora D 3860.6 35.9
Total Televisao 1075.5 100.0

* o sinal ‘# significa valores absolutos

Por exemplo, em um universo de 1075.5 telespectadores, 29,9% estédo sintonizados

na Emissora A, 7,1% na Emissora B, 27,1% na Emissora C e 35,9% na Emissora D.

9.2.2. RATING
Corresponde a audiéncia média de um programa/periodo em um determinado

periodo de tempo, considerando todos os telespectadores possiveis;

. Universo
Emissora
Telespec. Rat%
Emissora A 400 40
Emissora B 300 30
Emissora C 100 10
Desligados 200 -

Telespec. Possiveis 1000

9.2.3. PERFIL
Mostra a distribuicdo total da audiéncia pelas variaveis de sexo, classe

socioecondmica, faixa etaria e etc; (ibope)

9.2.4. REACH
E o conjunto de individuos atingidos, por pelo menos 1 minuto, por um

conjunto de eventos;

9.2.5. AFINIDADE



E o indice que traduz o quanto um publico consome a mais, ou a menos, um
programa quando comparado ao total da populagédo. Através disso, conhecemos o

quéo “afim” € um target com o programa em questao.

10.PROPOSTA

Como uma alternativa para resolugao dos problemas citados na segao
anterior, propb0e-se a criagdo de um ambiente baseado na tecnologia Hadoop,
armazenando os dados no HDFS e realizando as consultas com o Hive. Através
disso, seria possivel resolver os problemas de armazenamento e custo, tendo em
vista que se trata de uma tecnologia open source que requer hardwares mais
baratos para montagem do ambiente, e ainda de performance, devido a toda esta
estrutura trabalhar melhor com grandes volumes de dados.

A Figura 8 mostra a arquitetura da solugado proposta, onde os arquivos de
aferigdo de audiéncia, serdo copiados para o File System local e passarao por todo
processamento necessario, como calculo de métricas, replicacdes e parsers
diversos. Esta etapa poderia ser feita por ferramentas gerenciadoras de fluxo de
dados, como o Apache Flume ou Apache Kafka, mas como no nosso cenario o
tempo de carga dos dados diarios ndo € um problema, este processo sera feito de

maneira mais simples, por meio de um script python.
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Figura 8 - Arquitetura proposta

Dentro do ecossistema Hadoop, no Hive, serdo mapeados os metadados da
nova arquitetura, que ao contrario da modelagem star schema utilizada atualmente
(Figura 9), que é composta por uma fato e diversas dimensdes, no novo modelo
(Figura 10), apenas uma tabela desnormalizada contera todos os dados necessarios
para o processo. Este novo modelo, além de ser mais simples e facil de ser mantido,
possui um processo de carga bem menos complexo por se tratar de uma unica

tabela.
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Figura 9 — Modelagem atual (Star Schema)
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Figura 10 - Protétipo da tabela do modelo proposto



Devido ao volume de dados, para que as consultas tenham desempenho
aceitavel, a modelagem desta tabela no Hive precisara ser otimizada. Existem
algumas alternativas para melhorar a performance de consultas e entre elas estao
as fungdes Bucket e Patrtition.

A fungdo bucket é usada na segregagcao dos dados da tabela em varios
arquivos ou diretérios de tamanho muito semelhante. Essa diviséo é feita através da
execucdo de um algoritmo de Hashing sob uma coluna previamente definida,
direcionando cada registro para um bucket especifico. Desta forma, € possivel tornar
as consultas mais eficientes diminuindo a laténcia através do uso otimizado de
amostragem, ou seja, recuperando apenas uma fracdo dos dados para testes ou
debug quando o conjunto € muito grande, e map-side joins mais rapidos, devido ao
mapper recuperar apenas o bucket que contém as linhas correspondentes da tabela
que esta sendo agrupada. Esta fungdo trabalha bem com grandes volumes e
agrupamento de dados

A funcgéao Partition, assim como a funcéo bucket, também trabalha em cima de
amostragem e divide a tabela em partes a partir de uma ou mais colunas
previamente definidas, armazenando os dados de entrada em diferentes
arquivos/parti¢cdes, porém, o tamanho de cada particado pode variar muito.

O particionamento proporciona uma boa otimizagdo para queries baseadas
na clausula where, mas nao trabalha bem com consultas baseadas em grouping ou
com grandes volumes de dados. Se houverem muitas particbes, arquivos/particdes
muito grandes ou muito pequenos, serdo necessarias muitas tasks para o
processamento, 0 que pode ocasionar a sobrecarga da JVM.

Ambas as funcgdes, bucket e partition, trabalham com o conceito de predicate
pushdown, onde a ideia é basicamente de que certas partes da consulta SQL podem
ser executadas onde o dado esta, neste caso, na particdo ou bucket. Dependendo
da estrutura de processamento, o predicate pushdown pode otimizar as consultas,
por exemplo, ao filtrar os dados antes de serem transferidos pela rede, antes de
serem carregados na memoéria ou ignorar a leitura de arquivos inteiros ou de
fragmentos. Em geral, quando queries SQL sdo executadas, os JOINs séao
executados antes dos dados serem filtrados pela clausula WHERE, mas no Hive,
devido ao predicate pushdown, os dados sao filtrados ja na fase de mapeamento

(map), antes de ser enviados pela rede para a etapa de reducgéo (reduce).



Através de uma estimativa, temos que o tamanho da tabela sera de,

aproximadamente, 7 Terabytes.

Aproximadamente, 250 Bytes/registro
¥ 1440 Minutos (24h * 60)
x 195 Targets
x 13 Redes
® 8 Pragas
x 1095 Dias (3 anos)

7,2708 Terabytes

Considerando que o tamanho dos blocos do HDFS sera definido como
128MB, teriamos um total de 57.344 blocos, o que equivale ao mesmo numero de
mappers, por default, podendo ser ajustado conforme a necessidade.

Analisando as consultas realizadas, verificou-se que a maioria segue o
padrdao mostrado na Figura 11, onde as métricas, audiéncia e share no exemplo
abaixo, sdo agregadas, agrupadas pelos targets e filtradas por rede, localidade e
data. Sendo assim, sugere-se que a tabela seja particionada através da combinagao
das colunas Localidade e Rede, pois sao informagdes usadas como filtro na maioria
das analises e possuem baixa cardinalidade, enquadrando-se nos requisitos para o
uso da fungao partition. Com isso, para cada combinagao das colunas de localidade
e rede seria criada uma partigdo, o que resultaria em, aproximadamente, 104
particdes. O filtro de data, apesar de também ser usado frequentemente na clausula
where, € uma informacio de alta cardinalidade, o que faria com que o numero de
particbes fosse muito alto, demandando muitas tasks para processamento, nao
resultando em vantagens.

16|= SELECT

17 AVG(A.BAT PERC TARGET) "AUDIENCIA",

13 ANVG (ALSHRRE TOT_LIG) "SHARE™,

15 B.TARGET

20| 'FROM FATC FATXR HORARIL 30M A

Z1 INNER JOIN TARGET B OM A.FE_DIM TARGET = B.CD_TARGET
2Z| /WHERE A.FE _DIM DATA = 20170101

23 AND A.FE DIM RELDE = 4273

24 AND FE_DIM LOCALIDADE = 1145

23| GROUP BY B.TARGET;

F?éura 11- Exemplo de consulta frequentemente executada na base atual



Ainda estudando formas para melhorar a performance das consultas, propde-
se a aplicagao da funcao bucket sobre a coluna de target, devido a ser a informagao
mais utilizada para fazer o agrupamento de resultados. Desta forma, cada uma das
particoes existentes possuiria 195 buckets, ficando com a estrutura semelhante a

Figura 12.

—={ Bucket 1 —m Bucket 1 —p Bucketl
— Bucket 2 | Bucket 2 —=| Bucket 2
— Bucket 3 L Bucket 3 —p| Bucket 3
Ll Bucket 4 L] Bucket 4 —p=| Bucket 4

Figura 12 - Exemplo de estrutura utilizando buckets e partitions.

11.CONCLUSAO

Este trabalho apresentou uma proposta de arquitetura para armazenamento e
processamento de grandes volumes de dados utilizando tecnologias open source
Big Data, visando a resolugdo de problemas, principalmente, de custo e
performance. Trouxe ainda, um breve comparativo entre as situacbes de uso,
vantagens e desvantagens de bancos de dados relacionais e da ferramenta Apache
Hive.

Através de estudos e comparativos, foi montada uma sugestédo de arquitetura
utilizando o HDFS para armazenamento e o Hive para modelagem e processamento

dos dados, o que é de grande relevancia para a reducédo de custos. Para garantir



que o hardware seja utilizado de maneira mais otimizada possivel e ajustar a
performance das consultas, a aplicacao correta das fungbes bucket e partition &
fundamental. Ambas, quando utilizadas corretamente, podem até reduzir a demanda
por novas maquinas no cluster por conseguirem otimizar a capacidade de
processamento através do uso de amostragem e do predicate pushdown.

O escopo deste trabalho ndo considerou a implementacdo desta proposta,
sendo este um proximo passo para validar os ganhos e otimizar ainda mais a
arquitetura, tendo em vista que durante a implementacdo € possivel verificar a

necessidade de outros ajustes.
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